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1 – Teoria para nivelamento do conhecimento metodológico e analítico 

 

3 – Teoria sobre pré-tratamento de dados para uma análise quimiométrica 

 

4 – Teoria básica sobre análises multivariadas exploratórias. Exemplos reais de aplicações 

 

5 – Prática para construção de matrizes – Origin e Excel 

 

6 – Criação de uma matriz na extensão para “Matlab-PLS_Toolbox”. Prática sobre pré-tratamento dos dados 

 

7 – Prática sobre análises multivariadas exploratórias - PLS_Toolbox 

 

8 – Teoria/prática sobre análises multivariadas por calibração e regressão - PLS_Toolbox 

 

9 – Teoria/prática sobre classificação binária - PLS_Toolbox 

 

10 – Teoria/prática sobre análises de agrupamento por Heat Map 

 

11 – Avaliação: trabalho escrito/apresentação oral sobre análises multivariadas de um alimento qualquer 

(dupla) 
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Programas: 

• Origin 
• Excel 
• Matlab 
• PLS Toolbox 
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Aplicação de análises estatísticas multivariada em dados “químicos” 

Estatística Multivariada em outras áreas: 
 

• Psicologia  Psicometria 
• Economia  Econometria 

• Biologia  Biometria 

Conhecimentos básicos: 
 
- Informática/Programação; 
- Estatística básica; 
- Metodologias analíticas/Qualidade experimental 
- Álgebra Linear (equações lineares); 



Subáreas da Quimiometria: 

1 – Planejamento Experimental  efeito de variações experimentais na resposta; busca maximizar a obtenção de 

resultados. Não se avalia uma variável por vez. 

 

 

 

 

 

 

 

 

 

2 – Reconhecimento de Padrões  conjunto complexo de dados  conjuntos simples  correlações amostras x variáveis. 

3 – Calibração Multivariada  calibração de constituintes ou variáveis através de todo espectro (ou cromatograma) 

Área da “química” a qual aplica metodologias estatísticas (algoritmos matemáticos) 

para extração dos maior número de resultados COM QUALIDADE. 

obs.: Algoritmos Matemáticos  Etapas de um processamento para realização de uma determinada tarefa 

Análise Multivariada  abordagem analítica considerando o comportamento de duas 

ou mais variáveis, concomitantemente, envolvendo uma ampla variedade de conceitos 

estatísticos e matemáticos 

Análise Univariada  não se detecta interações entre as variáveis presentes na matriz ou procedimento 

 

Análise Multivariada  exploração de grandes conjuntos de dados químicos e dependência entre as variáveis 

Cordella, PCA: The Basic Building Block of Chemometrics, Chapter 1. http://dx.doi.org/10.5772/51429  
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Pereira et al., Quim. Nova, 37 (8), 1417-1425, 2014 

QUIMIOMETRIA 

Ensino 

 

Pesquisa 

70 Universidades Públicas: 

59  Graduação em Química 

20  Quimiometria 34% dos Cursos de Química 

- Sudeste 43% 

- Sul 35% 

- Centro-Oeste 13% 

- Nordeste 9% 

- Norte 0% 

Aprofundar e ampliar os conhecimentos sobre o assunto 

 

Análise mais completa e ampla dos resultados adquiridos 

 

Despertar interesse dos alunos  Facilitar a compreensão da quimiometria 

 

Incorporar aulas práticas envolvendo determinados assuntos 

6 



 
 

- Metabolômica  Estudo qualitativo e quantitativo de alterações de metabólitos em sistemas biológicos, relacionando 

variações dos metabólitos com alterações genéticas, perturbações das condições ambientais, dentre outros... 

 

- Metabonômica  Investigação de um conjunto compostos através da amostra controle e amostras estudadas e, 

portanto, necessita-se de um conhecimento prévio acerca das características amostrais, ou seja, tem o objetivo de 

detectar quantitativamente mudanças metabólicas de sistemas alimentares frente a variações genéticas, ambientais... 

 

- Foodomics  Estudos metabolômicos e metabonômicos desenvolvidos no âmbito alimentício, objetivando a o bem-

estar e melhoria da saúde do consumidor. 

 

 

 

 

 

 

 

 

 

 

 

Estudos nas ciências ômica  Diversos tipos de análise: 

 

 

- Estudo de dinâmica molecular (mobilidade e flexibilidade de um sistema); 

- Cinética de diferentes tratamentos ou reações; 

- Caracterização de superfícies; 

- Determinação da composição amostral em relação à origem; 

- Adulteração de amostras de origem alimentar;  

- Identificação de compostos orgânicos e organometálicos.  

Alves Filho et al., Magnetic Resonance in Chemistry, 53, 648-657, 2015 
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Amostras de 

Caju Aroma de caju Aroma doce 

Aroma 

sulfuroso Sabor de caju Gosto doce Gosto ácido Maciez Suculência Fibrosidade Adstrigência 

Aspereza na 

boca Irritação na garganta 

A6.1 6,0 6,5 2,4 6,9 6,8 2,5 4,4 4,6 4,4 2,6 4,6 4,0 

A6.2 7,4 5,1 1,2 1,5 3,0 5,9 6,8 6,5 2,8 2,5 0,8 0,7 

A6.3 7,8 0,9 0,6 8,1 6,2 6,0 4,5 6,9 7,1 0,5 0,7 0,9 

B9.1 3,8 3,2 2,3 4,3 3,2 2,2 4,2 4,2 4,1 3,7 4,9 4,9 

B9.2 5,1 3,1 3,1 3,4 2,5 5,0 2,2 2,2 2,6 2,2 1,6 4,6 

B9.3 7,7 6,2 0,1 7,2 0,8 8,7 5,4 6,5 7,8 2,1 2,0 1,9 

C76.1 5,6 4,4 2,0 5,6 6,5 1,1 5,9 5,9 2,3 2,2 2,1 2,0 

C76.2 6,5 2,5 2,2 2,3 3,2 1,3 8,7 8,7 2,1 1,0 0,7 0,2 

C76.3 8,6 2,6 2,8 8,5 4,7 6,3 6,7 6,5 7,0 2,2 1,4 0,7 

C10.1 7,2 6,8 2,2 5,6 6,1 3,4 4,5 4,4 4,6 5,2 5,9 5,9 

C10.2 5,5 6,8 2,2 3,7 5,3 4,4 4,5 4,5 3,5 4,2 1,4 3,4 

C10.3 7,2 0,4 0,1 6,8 5,1 2,9 5,6 5,3 6,8 1,6 2,9 1,8 

B89.1 5,6 5,4 1,6 6,5 5,5 2,3 5,5 5,5 3,5 5,0 5,3 6,5 

B89.2 5,0 1,2 5,2 5,0 1,9 5,0 1,3 0,7 2,7 1,7 1,8 1,6 

B89.3 7,2 2,5 0,1 6,5 5,7 6,8 6,4 5,7 7,2 1,4 1,4 0,7 

B65.1 5,8 5,0 2,3 6,0 6,3 2,4 4,9 4,7 3,4 2,1 3,3 3,2 

B65.2 1,7 1,8 0,0 1,7 1,8 4,3 2,0 2,0 4,4 3,0 3,0 1,6 

B65.3 7,3 2,4 0,1 8,4 8,3 0,2 7,7 8,3 5,4 0,1 0,2 0,1 

B26.1 7,2 7,1 1,3 7,0 6,5 7,2 7,5 7,5 7,5 7,7 7,6 6,3 

B26.2 7,0 6,7 6,9 9,0 7,9 1,0 8,1 8,4 5,7 1,5 1,5 1,5 

B26.3 8,0 7,4 1,5 6,8 5,0 6,6 5,1 6,6 7,1 2,9 3,7 1,6 

B74.1 8,5 8,6 0,8 5,5 1,6 6,3 4,5 2,7 7,5 7,5 7,5 8,2 

B74.2 7,1 7,0 2,4 5,1 3,7 8,8 3,6 3,9 3,5 8,6 6,5 7,2 

B74.3 6,0 4,1 1,9 6,5 1,8 8,1 1,8 7,0 7,1 2,4 3,4 6,7 

B75.1 8,4 8,5 2,7 8,1 7,5 5,1 7,5 7,5 5,5 6,8 4,4 4,1 

B75.2 4,8 3,3 5,5 7,8 7,1 6,4 7,9 8,3 2,4 2,0 1,2 2,2 

B75.3 3,9 7,8 6,5 7,6 6,6 3,2 3,3 7,4 6,7 2,1 1,6 1,2 

E50.1 7,9 8,1 1,9 3,9 4,0 4,5 7,7 7,7 6,6 7,5 7,4 7,5 

E50.2 5,6 3,3 6,5 4,6 1,0 6,6 3,1 6,5 6,8 6,5 5,9 6,1 

E50.3 7,6 6,6 5,6 6,5 2,5 7,2 2,0 2,1 7,3 4,0 2,6 1,4 

Análise Sensorial 
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Análise Física 

Amostras de Caju Peso Comprimento Diâmetro Basal Diâmetro Apical L* = luminosidade C* = saturação h* = tonalidade Firmeza 

A6.1 94,54 71,20 52,92 37,10 69,57 62,16 90,9 3,38 

A6.2 90,78 63,69 49,79 35,17 68,27 61,88 73,58 1,75 

A6.3 86,65 61,48 50,50 29,72 69,05 61,17 93,67 2,25 

B9.1 104,51 56,69 53,11 43,95 65,10 61,24 75,78 6,13 

B9.2 91,70 57,05 53,44 39,05 69,86 63,09 73,24 6,50 

B9.3 110,93 54,83 51,31 46,06 59,60 59,55 60,77 5,25 

C76.1 125,45 64,65 61,34 48,35 66,55 64,78 67,76 9,50 

C76.2 117,69 59,13 61,07 44,66 59,34 61,65 54,58 4,88 

C76.3 134,02 71,52 58,96 44,75 61,95 60,82 61,62 3,50 

C10.1 60,38 53,45 44,99 53,45 58,90 64,83 53,35 4,52 

C10.2 58,59 50,04 44,29 50,04 60,43 60,60 42,02 6,63 

C10.3 51,15 44,47 44,83 44,47 62,08 56,03 54,02 3,75 

B89.1 175,86 76,26 66,81 49,37 46,77 55,09 45,05 4,13 

B89.2 134,05 75,96 61,61 49,48 44,26 52,65 37,85 3,25 

B89.3 151,87 69,68 59,94 41,95 42,94 50,92 39,65 3,50 

B65.1 147,40 62,35 57,81 48,23 64,19 45,47 68,4 5,25 

B65.2 122,06 59,41 54,08 43,85 55,73 59,01 50,08 4,25 

B65.3 88,88 58,91 51,90 35,27 53,01 47,08 58,66 8,25 

B26.1 114,74 68,68 49,44 35,53 65,34 57,10 74,87 6,50 

B26.2 80,61 76,18 64,15 44,15 60,45 56,56 74,42 2,50 

B26.3 96,52 60,53 52,50 35,37 60,59 54,29 61,70 3,88 

B74.1 73,29 65,75 54,41 33,75 53,29 53,02 55,32 8,13 

B74.2 125,02 58,74 47,35 32,53 57,58 49,56 59,10 6,13 

B74.3 99,73 60,12 51,97 35,63 63,54 50,12 65,94 6,50 

B75.1 122,31 66,26 49,75 46,00 62,88 52,87 75,73 6,50 

B75.2 145,25 69,79 60,07 50,86 48,16 37,36 66,59 7,75 

B75.3 135,83 72,34 53,07 42,34 63,08 57,10 47,43 4,00 

E50.1 126,80 80,54 60,62 38,42 66,01 62,42 74,87 2,88 

E50.2 84,81 69,73 53,62 41,13 68,68 62,10 74,42 3,13 

E50.3 131,43 68,66 58,93 40,91 60,06 60,05 61,07 3,00 
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Análise Físico-química 

Amostras de Caju pH Fenóis Totais Acidez Grau Brix 

B9.1 4,43 172,9432 0,273606989 13 

B9.2 4,41 178,6518 0,274781503 13 

B9.3 4,4 175,7975 0,274754074 13 

C76.1 4,32 95,6666 0,310087921 11,6 

C76.2 4,31 99,8312 0,273498242 11,7 

C76.3 4,31 97,7489 0,291992581 11,6 

C10.1 4,38 64,294 0,256667722 13,8 

C10.2 4,38 60,1653 0,220044874 13,9 

C10.3 4,36 62,22965 0,237149631 13,8 

B89.1 4 151,6019 0,365973449 11,4 

B89.2 3,99 148,6173 0,366485096 11,5 

B89.3 3,98 145,1504 0,329441809 11,4 

B26.1 4 278,1778 0,38293559 12,9 

B26.2 3,99 270,8335 0,401809488 12,8 

B26.3 3,96 274,50565 0,403012871 12,9 

B74.1 4,02 191,7495 0,403536578 13,4 

B74.2 4 194,4135 0,440001808 13,5 

B74.3 3,99 196,9543 0,438599552 13,3 

B75.1 3,9 174,5473 0,439694299 14 

B75.2 3,87 178,0313 0,439255745 14,1 

B75.3 3,87 179,5128 0,438730634 14 

E50.1 4,26 215,9789 0,292852272 11,7 

E50.2 4,23 204,4347 0,293217357 11,6 

E50.3 4,23 210,2068 0,292254171 11,8 

E51.1 4,05 331,9116 0,348439203 13,1 

E51.2 4,04 336,4397 0,456965553 13,2 

E51.3 4,03 334,17565 0,456556249 13,1 
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Tempos de Retenção 
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Cromatogramas: LC-UV, LC-MS, GC-MS… 
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Espectro de RMN de 1H 

Deslocamentos Químicos 

In
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n
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d
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e 
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Espectro de IV 

Comprimentos de Onda 

In
te

n
si

d
ad

e 



poucas variáveis fornecerão correlações existentes 

entre as amostras e as variáveis responsáveis por 

estas correlações.  

- grande quantidade de informações 

- elevada dimensionalidade de dados 
- não permite uma simples inspeção visual 

estudar 

matrizes complexas: 

Sensorial 

RMN 

HPLC-MS 

HPLC-UV 

GC-MS 

IV... 

Winning, H., et al., Quantitative analysis of NMR spectra with chemometrics. Journal of Magnetic Resonance, 2008. 190(1): p. 26-32.  
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MODELAGENS QUIMIOMÉTRICAS 
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Alves Filho et al., Journal of Brazilian Chemistry Society, 23 (2): 273-279, 2010. 

ESCORES 

(amostras) 

 

LOADINGS 

(variáveis) 

Nova disposição amostral 

Correlação 

Variáveis 
X Eixos 

Agrupamentos 

amostras/variáveis 

DENDROGRAMAS 

(            ) 
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Sensorial, Espectros, Cromatogramas… 



Alves Filho et al., Food Chemistry, 204, 102-107, 2016 DOI 10.1016/j.foodchem.2016.02.121 

Alves Filho et al., RSC, p. 47, 2011. DOI: 10.1039/9781849732994-00047 

melhoria na qualidade  aumento na produção  melhoramento genético 

redução de custos acesso à baixa renda 
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SUCESSO NO ESTUDO 

 

 

- Questão Biológica  o que será avaliados  ex.: ponto de partida para um estudo metabolômico 

 

- Planejamento experimental  estabelecer critérios para análise; fatores que podem influenciar; 

quais se correlacionam… 

 

- Coleta e preparo apropriados das amostras 

 

- Aquisição apropriada dos dados 

 

- Processamentos apropriados destes dados 

 

- Construção e extração dos dados para análises 

 

 

QUALIDADE NOS RESULTADOS (4 passos) 

 

 

- Desenhar o processo  montar a análise com todas etapas a serem concluídas 

 

- Quais etapas são críticas  afetam mais os resultados 

 

- Estabelecer os processos e equipamentos críticos  quais partes da análise são mais instáveis 

 

- Conhecer a tolerância dos equipamentos e medições. Limites! 
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Conhecimento  Saber o que está fazendo; não apenas aplicar! 

 

Experiência em aplicações quimiométricas  Praticar bastante! 

 

Noções de matemática/estatística 
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Coleta das Amostras  Represente o sistema: 

 
Regionalidade 

Sazonalidade 

Amadurecimento 

Tamanho e forma do fruto 

Horário da coleta 

Acondicionamento do Material: 

 
- Temperatura para conservação 

- Embalagens resistentes 

- Contaminantes das embalagens (ftalatos) 

- Códigos para identificação 

- Origem da amostra 

- Data da Coleta  

Análises dados (Sensorial, RMN, HPLC-UV, GC-MS...) por métodos quimiométricos: 

 

  Profissional capacitado deverá ser consultado; 

 Resultados representativos e reprodutíveis; 

 Material deve representar o sistema a ser avaliado – Replicatas! 

obs.: 80 > 75 ? Modelo Analítico   ∃ 80 ± 6 = 75 ± 5  ∃ erros!  

- replicata de aquisição  estabilidade do equipamento; 

- replicata de preparo amostral, no mínimo! 

- replicata de tratamentos; replicata biológica…  mais indicado! 

Protocolos para coleta das amostras e identificação de variáveis importantes: 
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Preparo das Amostras: 

 

 

 

 
Quantidade?  tempo de análise, erros, resolução 

Solvente?  completa solubilidade; volatilidade; não sobreposição de sinais 

Processamento amostral?  Ultrassom; Centrifugação; Filtração; Liofilização; Correção de pH 

Padrão interno ou externo?  alinhar e avaliar a qualidade dos dados 

Preparo das amostras: 

 

 mínimo de tratamento e manipulação o material – de acordo com objetivo do estudo 

 mais representativo possível do meio onde foi coletado 

• analista deverá diminuir fontes de erros  modelo quimiométrico reprodutível/representativo 

• as amostras devem ser preparadas, no mínimo, em triplicada.  
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- Planejamento experimental: bastante leitura e consulta com especialistas da área. 
- Coleta, armazenamento e preparo amostral. 
- Experimentos analíticos mais apropriados. 

Etapa trabalhosa, porém determina a qualidade 

dos resultados de uma modelagem quimiométrica!  
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pré-tratamento 

pré-tratamento 



• Dados vindos de análises sensoriais, espectros ou cromatogramas  Tendências na composição 

 

• Pré-processamentos  redução ou remoção de informações irrelevantes (randômicas ou sistemáticas): 

 

Acondicionar a matriz numérica para uma análise mais eficiente 

 
• Remover informações irrelevantes que mascaram as de interesse 

• Remover fontes de erros 

• Remover informações importantes quando mal aplicados! 

Pré-tratamento dos dados 
“embelezamento” 
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- Primeira derivada  melhorar a definição dos sinais sobrepostos 

- Segunda derivada 

- Alinhamento  COW (Correlation Optimized Warping) 

- Bucket Table 

- Logaritmo na base 10 

- Smooth  filtros polinomiais: Savitzky-Golay; Gaussiano; Média... 
remover informações aleatórias 

- Correção por espalhamento multiplicativo (MSC) 

- Standard Normal Variate (SNV) 

- Normalização  dividir cada variável por uma constante 
remover informações sistemáticas 

- Correção da linha de base 

- Ponderação  dar peso a umas amostras de interesse sobre 

outras 
remover informações sistemáticas 

-   Dentre muito outros... 

Principais pré-processamento sobre as variáveis: 
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Smooth 

COW 

Baseline + COW 

Principais pré-processamento sobre as variáveis 
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a) Espectros de RMN de 1H desalinhados (descalibrados); 
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b) Gráfico de loadings do eixo PC1 ilustrando o efeito negativo deste problema para quimiometria.  



Espectro 

Completo 

Região de 1H 

Aromáticos 

 

 


 

l 

5.4 

l 

5.5 
ppm 

l 

5.4 

l 

5.5 
ppm 

a) Resultado da aplicação do processo de bucketing (0,04 ppm) – Amix® 

b) Espectro de RMN 1H 
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a) 

b) 

c) 

Espectros de IV antes (a) e após (b) o pré-processamento de correção por espalhamento multiplicativo (MSC)  

Principais pré-processamento sobre as variáveis 
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Ilustração dos processamentos dos dados: 
 

(A) sem tratamento 

(B) após a centralização em torno da média 

(C) após escalonamento 

(D) autoescalonamento 

- Centralização em torno da média 
subtrai a média dos valores por cada valor  média zero 

 

- Escalonamento da variância - padronização 
dividi a média de cada elemento de cada variável pelo desvio padrão, igualando a variância de cada variável 

  

- Autoescalonamento 
centralização dos dados na média + escalonamento 

média zero e desvio padrão 1 

 

obs.: Escalonamento da variância e autoescalonamento darão o mesmo peso às variáveis 

0 

A           B           C          D 

Principais pré-processamento sobre as amostras 
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- Planejamento experimental: bastante leitura e consulta com especialistas da área. 
 

- Coleta, armazenamento e preparo amostral mais apropriados. 
 

- Experimentos analíticos mais indicados. 
 

- Pré-tratamentos (maquiagem) dos dados para que informações de interesse 
(qualidade) sejam destaquadas, e imperfeições, erros e informações não relevantes 
sejam minimizadas ou eliminadas. 
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• Similaridade entre as amostras – agrupamentos 

 

• Quais são as variáveis responsáveis 

 

• Quais destas variáveis estão correlacionadas (a favor ou contra) ou independentes 

 

• HCA e PCA  exploratórias, não supervisiondas 

 

• PLS-DA, PLS, SIMCA e KNN  calibração e regressão, supervisionadas 

- SVD (Singular Value Decomposition)  projeção dos dados em um novo espaço vetorial. 

 

- NIPALS (Nonlinear Iterative Partial Least Squares)  PLS; PLS-DA. 

Algoritmos mais utilizados: 
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Análise de Agrupamentos por HCA  

Dendrogramas 


 

0,0 

I 

0,5 

I 

1,0 

I 

1 
1 

1 

2 
2 

2 

3 
3 
3 

Índices de similaridade 
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Medidas para estabelecer o conceito de distância entre duas amostras: 

 

- coeficiente de correlação de Pearson 

- distância Euclidiana 

- distância de Manhattan 

- distância de Mahalanobis  considera a correlação entre variáveis 

Tipos de Agrupamento: 

 

- K-means 

- K-medians 

- Hierarchical Single-linkage 

- Hierarchical Complete-linkage 

- Hierarchical Average-linkage 

- Hierarchical Median-linkage 

- Ward’s method 

Distância Euclidiana 

Distância de Mahalanobis 
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Escores 

PC1 
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Análise de Componentes Principais – PCA = Autovalores + Autovetores 

AMOSTRAS 

autovalores 

VARIÁVEIS 

autovetores 

Matriz de 

Erros 
Variância não explicada 

Resíduo da amostra 
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Análise de Componentes Principais – PCA  

Eixos ortogonais  quando toda variância não for explicada em 

um eixo, será traçado um segundo, terceiro… 

descreve a máxima quantidade de variância a partir 

dos autovetores (variáveis)  quanto o eixo explica 

Princípio do funcionamento 

PC1 

PC2 

comprimento 

altura 

PC1 

PC3 

comprimento 

largura 

PC3 

PC2 

largura 

altura 

 

PC1 + PC2 + PC3 = 100% 
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PC1 – 75% 

P
C

2
 –

 1
0
%

 

39 

0,0 

0,0 
centroide 

amostra 2 
amostra 3 

amostra 1 

Combinação linear das variáveis originais. 

Melhor ajustados de acordo 

com a nuvem de pontos. 

• variância dos escores  proporcional ao autovalor para cada eixo 

 

• autovalor  valores que representam a contribuição de cada componente na 

explicação da variância total dos dados. 

 

• olhar projeções dos dados nos eixos 

 

• residuais das amostras  distância do ponto ao eixo  erros da modelagem 

outlier ? RESÍDUO TOTAL 

VARIÂNCIA TOTAL 

Quão bem foi a adaptação 

do modelo aos dados 


 

Covariância  grau da correlação 

linear de cada variância  zero entre 

eixos 

900 

+ 

- 

- + 



PC1 – 75% 

P
C

3
 –

 5
%

 

A 

C 

B 
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0,0 

0,0 

   combinação linear dos dados originais    

Melhor ajustados de acordo 

com a nuvem de pontos 

PC1 – 75% 

P
C

2
 –

 1
0
%

 

A 

B 

C 

0,0 

0,0 

+ 

+ 

- 

- 

+ - 

+ 

- 



PC1 – 75% 

P
C

2
 –

 1
0
%

 

PC1 – 75% 

P
C

3
 –

 5
%

 

v
a

riá
v
e

l 2
.1

 

variável 1.2 

v
a

riá
v
e

l 3
.1

 

variável 1.2 

0,0 

0,0 

0,0 

0,0 
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Correlação  Covariância entre as variáveis normalizadas  tirar efeito de altas concentrações 

Váriáveis com variância 1 

• residuais das variáveis  distância do ponto ao eixo 

variável 1.1 

v
a

riá
v
e

l 2
.2

 

variável 1.1 

v
a

riá
v
e

l 3
.2

 



Teorias básicas: 

 

- Quanto de variância acumulada é o suficiente? 

- Remover de outlier? 

- O que e como informar os resultados? 
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- Amostragem; falar dos artigos de processamentos 

 

- Alterações climáticas; 

 

- Condições de cultivo e Sazonalidade; 

 

- Regionalidade; 

 

- Fatores externos: doenças, predadores; 

 

- Bancos de germoplasma; 

 

- Técnicas corroborativas; 

 

- Heat map. 
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Análise da resposta metabólica 
(non-targeted profiling)  

Phyllanthus amarus 
Phyllanthus niruri 

Escassez hídrica 

AQUECIMENTO GLOBAL 

46 



P. amarus  azul 
P. niruri  vermelho 

1 – controle 
2 – 3 dias sem água 
3 – 5 dias sem água 
4 – 7 dias sem água 
5 – 10 dias sem água 

PCA 
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Loadings em linhas 



Análise da resposta metabólica 
(non-targeted profiling)  

vinho tinto – Syrah 
vinho branco – Chenin Blanc 

Variáveis: 
 
- Sazonalidade: janeiro/agosto 
- Sistema de condução: lira/espaldeira 
- Porta-enxerto: 313/572/766/Paulsen 1103/SO4 
- Duplicata de colheita e vinificação 

Espaldeira Lira 

48 



a) Espectro de RMN de 1H de vinhos da uva Chenin Blanc; 
b) Scores 
c) Loadings 
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a) Espectro de RMN de 1H de vinhos da uva Syrah; 
b) Scores 
c) Loadings 
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a) Scores - amostras 

PCA detalhada dos vinhos: 
- uva Syrah 
- Janeiro 
- Lira 

b) Loadings – variáveis (compostos) 
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Banco de Germoplasma do Centro de Cie ̂ncias Agrárias da 
UFC 
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Table 1. Oligosaccharides concentrations in mg.g
-1

 of cowpea seeds. 

Cultivars / 
Compounds 

CE-25 CE-31 CE-44 CE-315 CE-584 CE-596 CE-873 CE-930 CE-967 

STA 
34.3 
±0.7 

28.8 
±0.8 

32.2 
±0.8 

51.0 
±0.8 

42.4 
±0.6 

45.2 
±0.8 

26.2 
±0.8 

32.4 
±0.9 

15.1 
±2.0 

RAF 
31.7 
±0.5 

35.6 
±0.5 

34.5 
±0.5 

34.1 
±0.7 

34.6 
±0.5 

43.1 
±0.5 

35.2 
±0.5 

35.9 
±0.7 

33.7 
±0.7 

Total 
66.0 
±1.2 

64.4 
±1.3 

66.7 
±1.3 

85.1 
±1.5 

77.0 
±1.1 

88.3 
±1.3 

61.4 
±1.3 

68.2 
±1.6 

48.9 
±2.7 

	

Quimiometria não 

supervisionada 

Quantificação 
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Oligossacarídeos 
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10 extratos: 
- a = P. amarus 
- n = P. niruri 
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heat map 
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- Método de regressão por mínimos quadrados parciais  PLS/PLS-DA (Partial Least Squares – 

Discriminant Analysis ) 

 

- Método do vizinho mais próximo  KNN (K-Nearest Neighbor) 

 

- Modelagem suave independente por analogia de classe  SIMCA (Soft Independent Modeling of Class 

Analogy) 

Principais análises de calibração/regressão 

dos dados (supervisionadas, conhecimento prévio): 

Regressão multivariada 

Método que procuram modelar dados de forma a conhecer 

uma relação entre dois ou mais grupos de variáveis, 

para descrever esta relação ou para prever novos valores. 

obs.: métodos que procuram criar um modelo que descreva os dados de forma a quantificar a relação entre dois grupos de variáveis  X e Y 
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Método de Regressão por Mínimos Quadrados Parciais  – PLS  

VARIÁVEIS INDEPENDENTES  

VARIÁVEIS DEPENDENTES 

Informações intrínsecas das amostras  

- Matrizes “X” e “Y” serão decompostas em escores e loadings 

- Cada PC será modificada para buscar máxima covariância entre “X” e “Y” 

- Componentes Principais (PC)  Variáveis Latentes (LV): perdem 

ortogonalidade 
Buscar a melhor relação linear entre os valores de escores e loadings de “X” com os escores de “Y” 

(cálculo dos coeficientes de regressão) 

Explicar variações das variáveis Y através das variações nas variáveis X 
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Análise Discriminante com 

Método de Regressão por Mínimos Quadrados Parciais  – PLS-DA  

Geralmente, melhores agrupamentos  PLS-DA × PCA 
 

PCA  método não supervisionado  cada uma das PCs buscará as direções com maior variância da 

matriz “X” de dados 

 

PLS-DA  método supervisionado  fornecerá dados identificando as amostras, otimizando a separação 

entre os grupos através da rotação dos eixos (LVs) para obter o máximo de separação entre as classes; ou 

característica previamente adquirida, para uma PLS.  

Soares et al., Food Chemistry, 219, 1-6, 2017. DOI 10.2016/j.foodchem.2016.09.127 

VARIÁVEIS INDEPENDENTES  

VARIÁVEIS DEPENDENTES 

grupos de amostras 
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Erro de Classificação  Validação Cruzada (completa; randômica…) 

LEAVE-ONE-OUT 

Número de LVs  Parâmetros estatísticos: 
- erro padrão na calibração (SEC – Standard Error of Calibration) 

- erro padrão na validação (SEV – Standard Error of Validation) 

- raiz quadrada do erro médio quadrático de calibração (RMSEC – Root Mean Square Error of Calibration) 

- raiz quadrada do erro médio quadrático de validação cruzada (RMSECV – Root Mean Square Error of Cross Validation) 

 

Saber se o modelo foi bem ajustado e conhecer o número de LVs  Proximidade dos valores de RMSECV e RMSEC 

Sensibilidade do modelo  Divida o número de 

amostras previstas como pertencentes à classe pelo 

número de amostras que são realmente da classe  

Especificidade do modelo  Dividir o número de 

amostras previstas como não pertencentes à classe 

pelo número real de amostras que não pertencem à 

classe  

Valores próximos a um (1): 

acertos próximos de 100% na previsão 

das amostras de validação  

Análises de calibração/regressão 
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- Avaliar a capacidade do modelo de calibração desenvolvido (robustez): 

Raiz quadrada do erro médio quadrático de calibração (RMSEC), na validação cruzada (RMSECV) e na predição 

(RMSEP) devem ser analisados 

 

- RMSEC (Root Mean Square Error of Calibration) é uma medida do erro na modelagem e é calculado a partir das 

amostras de calibração 

 

- RMSECV (Root Mean Square Error of Cross-Validation) é o erro padrão na validação cruzada que é obtido a 

partir das amostras da validação cruzada 

 

- RMSEP (Root Mean Square Error of Prediction) é o erro padrão que é calculado a partir das amostras do 

conjunto de predição 

 

- Um bom ajuste das amostras utilizadas para a calibração  Valores baixos de RMSEC, RMSECV e RMSEP 

 

- Valores de RMSECV e RMSEP maiores que RMSEC  modelo sobre-ajustado, ou seja, a regressão 

encontrada considerou dados não correlacionados, como ruídos, erros sistemáticos... 

 

- Um bom modelo de predição será o que minimiza os valores de RMSEP na avaliação do ajuste do modelo de 

calibração 

 

- Curva de calibração × Curva de validação cruzada  quanto mais próximas, mais robusto será o modelo 

 

- Outliers podem ser determinados por análise visual do gráfico “Q residuals × Hotelling’s T2” 

 

- O valor da razão RMSEC/RMSECV acima de 0.75  modelo bem ajustado 

Alves Filho et al. Encyclopedia of Magnetic Resonance, 6, 173–186, 2017. 
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